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Abstrak
Nasi adalah makanan pokok di Indonesia yang memiliki peran penting dalam sektor pertanian dan ekonomi nasional. Namun, penyakit yang menyerang daun padi menjadi ancaman serius terhadap hasil panen dan ketahanan pangan. Penelitian ini bertujuan untuk menganalisis dan membandingkan kinerja model Convolutional Neural Network (CNN) DenseNet121 dan DenseNet201 dalam mendeteksi penyakit pada daun padi. Dataset yang digunakan terdiri dari 240 sampel, yang dibagi menjadi 80% data pelatihan dan 20% data pengujian. Setiap gambar dinormalisasi, dan diproses dengan batch size sebesar 32 selama 30 epoch. Metode evaluasi yang digunakan meliputi akurasi, presisi, recall, dan F1-score. Hasil eksperimen menunjukkan bahwa DenseNet201 lebih unggul dibandingkan DenseNet121 dalam semua metrik. DenseNet121 mencapai akurasi sebesar 83%, sedangkan DenseNet201 mencapai akurasi yang jauh lebih tinggi yaitu 97%. Temuan ini menunjukkan kemampuan DenseNet201 lebih baik dalam menangani kompleksitas dataset dan mendeteksi penyakit daun padi dengan lebih efektif. Hasil penelitian ini memberikan wawasan bagi peneliti dalam memilih model yang optimal untuk deteksi penyakit tanaman. 
Kata kunci : DenseNet121, DenseNet201, CNN, penyakit daun padi, machine learning


Abtract
Rice is a main food in Indonesia, playing a critical role in the country's agriculture and economy. However, diseases affecting rice leaves pose a significant threat to crop yields and food security. This study aims to analyze and compare the performance of DenseNet121 and DenseNet201 Convolutional Neural Network (CNN) models in detecting diseases on rice leaves. The dataset consists of 240 samples, divided into 80% training data and 20% testing data. Each image is normalized, and processed using a batch size of 32 over 30 epochs. The evaluation metrics employed include accuracy, precision, recall, and F1-score. Experimental results indicate that DenseNet201 outperforms DenseNet121 in all metrics. DenseNet121 achieved an accuracy of 83%, while DenseNet201 achieved a significantly higher accuracy of 97%. These findings highlight the superior capability of DenseNet201 in handling the complexities of the dataset and detecting rice leaf diseases more effectively. The results provide insights for researchers in selecting optimal models for plant disease detection.
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1. Pendahuluan
Padi (Oryza sativa L.) merupakan salah satu komoditas strategis di Indonesia yang menjadi sumber utama pangan bagi sebagian besar penduduk [1]. Selain itu, padi juga memiliki peranan penting dalam menopang perekonomian, terutama di daerah pedesaan [2]. Namun, produksi padi di Indonesia menghadapi tantangan besar, terutama dari serangan berbagai jenis penyakit yang menyerang daun padi. Penyakit daun seperti blight, blast, dan tungro merupakan ancaman utama yang dapat menurunkan produktivitas secara signifikan hingga mengakibatkan gagal panen [3].
Blight, yang disebabkan oleh bakteri Xanthomonas oryzae, mengakibatkan nekrosis pada jaringan daun, sedangkan blast, yang dipicu oleh jamur Magnaporthe oryzae, menyebabkan bintik-bintik cokelat pada daun dan malai padi [4]. Penyakit tungro, yang ditularkan oleh wereng hijau, menyebabkan daun menguning dan pertumbuhan tanaman terhambat [5]. Pendekatan konvensional dalam mendeteksi penyakit ini, seperti observasi visual oleh petani, sering kali tidak efisien dan rawan kesalahan [6]. Oleh karena itu, teknologi berbasis deep learning seperti Convolutional Neural Network (CNN) semakin banyak diadopsi untuk memberikan solusi yang cepat dan akurat.
CNN merupakan metode deep learning yang dirancang khusus untuk memproses data visual. Metode ini bekerja dengan mengekstraksi fitur melalui lapisan konvolusi, menyederhanakan informasi dengan lapisan pooling, dan menghasilkan prediksi melalui lapisan klasifikasi. Salah satu keunggulan CNN adalah kemampuannya dalam menangkap pola kompleks dalam data gambar [7]. Dalam penelitian ini, arsitektur DenseNet digunakan karena efisiensinya dalam penggunaan parameter melalui koneksi langsung antara setiap lapisan. DenseNet121 dan DenseNet201 dipilih untuk dibandingkan, mengingat perbedaan dalam jumlah parameter dan kompleksitas model [8]. DenseNet121 memiliki arsitektur yang lebih ringan dan cocok untuk perangkat dengan keterbatasan sumber daya, sementara DenseNet201 menawarkan potensi akurasi lebih tinggi pada tugas klasifikasi kompleks [9].
Penelitian ini bertujuan untuk membandingkan kinerja DenseNet121 dan DenseNet201 dalam mendeteksi penyakit daun padi menggunakan dataset citra daun padi berpenyakit. Evaluasi dilakukan menggunakan metrik akurasi, presisi, recall, dan F1-score, dengan harapan dapat memberikan rekomendasi model optimal yang dapat diimplementasikan dalam sistem deteksi dini penyakit tanaman di Indonesia [10].

2. Metodologi
Penelitian ini berfokus terhadap analisi hasil perbandingan dari kedua model CNN. Tahap-tahap penelitian terbagi menjadi 4, yaitu pengumpulan dataset, preprocessing, perancangan model, dan pengujian model. Berikut alur dari metodologi penelitian pada gambar 1.

[image: ]
Gambar 1. Metodologi Penelitian.

2.1 Metode Pengumpulan Data
Dataset yang digunakan dalam penelitian ini diperoleh dari platform Kaggle dengan URL (https://www.kaggle.com/datasets/tedisetiady/leaf-rice-disease-indonesia). Dataset berisi koleksi citra daun padi yang terinfeksi berbagai penyakit, termasuk penyakit blight, blast, dan tungro. Dataset ini mencakup citra dengan label yang mencerminkan jenis penyakit yang ada pada daun padi. Citra daun padi tersebut kemudian digunakan untuk melatih dan menguji model dalam mendeteksi penyakit tanaman secara otomatis menggunakan metode deep learning. Deep learning berperan penting dalam mengidentifikasi pola dan fitur dari data yang kompleks, sehingga memungkinkan pengolahan data yang lebih efisien dan akurat [11]. Dataset ini terdiri dari 240 gambar yaitu blight (80), blast (80), dan tungro (80). Gambar tersebut berformat JPG dan diorganisasikan dalam folder sesuai dengan jenis. Berikut salah satu dari masing-masing kategori penyakit pada gambar 2.
[image: ]
Gambar 2. Blast (Kiri), Blight (Tengah), Tungro (Kanan).

 KOMPUTA : Jurnal Ilmiah Komputer dan Informatika
 Vol. xx, No. x, mmmm yyyy, ISSN : 2089-9033, e- ISSN : 2715-7849
DOI: 10.34010/komputa.vxxix.xxxx 

4





 KOMPUTA : Jurnal Ilmiah Komputer dan Informatika
 Vol. xx, No. x, mmmm yyyy, ISSN : 2089-9033, e- ISSN : 2715-7849
DOI: 10.34010/komputa.vxxix.xxxx 

4




Naskah dikirim: dd-mm-yyyy; direvisi dd-mm-yyyy; diterima: dd-mm-yyyy
 




2.2 Preprocessing dan Pembagian Data
Setelah pengumpulan dataset, tahap selanjutnya adalah preprocessing data. Proses ini bertujuan untuk menormalisasi gambar menjadi format yang bisa diterima oleh model CNN. Salah satunya, mengubah ukuran gambar menjadi 100x100 piksel dan menormalisasi untuk mempercepat konvergensi model [12].
Setelah preprocessing, dataset kemudian dibagi menjadi data pelatihan dan pengujian. Pembagian dilakukan menggunakan fungsi train_test_split dari library scikit-learn, yang membagi data menjadi 80% untuk pelatihan dan 20% untuk pengujian. Proses ini memastikan bahwa model dilatih dengan data yang cukup untuk menghasilkan prediksi yang akurat, sementara data pengujian digunakan untuk mengukur kinerja model setelah pelatihan [13].

2.3 Arsitektur Model DenseNet
Arsitektur DenseNet, terdiri dari beberapa lapisan utama. Dimulai dari input, data melewati lapisan konvolusi (Convolution) dan pooling rata-rata (AVGPool) untuk ekstraksi fitur awal [14]. Selanjutnya, terdapat blok-blok dense (Dense Layer) dengan jumlah lapisan yang meningkat secara bertahap, yaitu 6, 12, 24, dan 16 lapisan, dipisahkan oleh blok transisi (Trans Block) untuk mengurangi dimensi fitur. Setelah blok dense terakhir, jaringan melibatkan lapisan klasifikasi untuk menghasilkan prediksi pada output [15]. Arsitektur ini bertujuan untuk memaksimalkan efisiensi parameter dengan memanfaatkan koneksi padat antar lapisan. Berikut arsitektur DenseNet pada gambar 3.
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Gambar 3. Arsitektur DenseNet

Model yang digunakan dalam penelitian ini adalah Densenet 121 and DenseNet201. DenseNet201 memiliki struktur yang lebih kompleks dibandingkan dengan DenseNet121, dengan lebih banyak lapisan yang memungkinkan pemrosesan fitur yang lebih mendalam. DenseNet memanfaatkan koneksi langsung antar lapisan untuk meningkatkan efisiensi dalam belajar dan mengurangi masalah vanishing gradient.

2.4 Pengujian Model
Setelah model dilatih, pengujian dilakukan untuk mengevaluasi kinerja model dalam mendeteksi penyakit daun padi. Proses pengujian dilakukan dengan menggunakan dataset pengujian yang tidak pernah dilihat oleh model selama pelatihan. Metrik evaluasi yang digunakan meliputi akurasi, presisi, recall, dan F1-score. Semua metrik ini digunakan untuk menilai sejauh mana model mampu mengklasifikasikan gambar dengan benar, serta kemampuan model dalam mengidentifikasi penyakit dengan presisi tinggi dan tingkat kesalahan yang rendah.

2.5 Hasil dan Evaluasi
Hasil pengujian dari model DenseNet121 dan DenseNet201, akan di analisis serta dievaluasi. Sebagai dasar, dalam menarik kesimpulan dari perbandingan kedua model dari metode CNN dalam deteksi penyakit daun padi
3. 
4. Hasil Dan Pembahasan
Hasil penelitian yang didapatkan dari tahap pelatihan dan pengujian. Berdasarkan metode yang telah dilakukan, terdapat 3 poin perbandingan. kecepatan, model accuracy/loss, dan classification report dari model DenseNet121 dan DenseNet201, akan dibandingkan performa serta hasilnya. 

3.1 Hasil Model DenseNet121

[image: ]
Gambar 4. Kecepatan epoch DenseNet121.

Model DenseNet121 memiliki performa kecepatan epoch rata-rata di 1 detik dan 235ms/step menurut gambar 4.
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Gambar 5. Grafik accuracy dan loss DenseNet121.

Pada model DenseNet121, gambar 5 menunjukkan bahwa akurasi pelatihan dan validasi cukup stabil dengan nilai mendekati 80%-85%. Setelah beberapa epoch awal, meskipun ada sedikit fluktuasi pada akurasi validasi di beberapa titik. Loss pelatihan dan validasi menurun tajam di awal hingga mendekati stabil, meskipun loss validasi menunjukkan sedikit peningkatan pada akhir epoch, yang dapat mengindikasikan overfitting.

Tabel 1. Classification report DenseNet121
	 
	precision
	recall
	f1-score
	support

	0
	1,00
	0,87
	0,93
	15

	1
	1,00
	0,69
	0,82
	13

	2
	0,57
	1,00
	0,73
	8

	
	
	
	
	

	accuracy
	0,83
	36

	macro avg
	0,86
	0,85
	0,82
	36

	weighted avg
	0,90
	0,83
	0,84
	36



Berdasarkan tabel 1, Classification report DenseNet121 menunjukkan kinerja model dalam mengklasifikasikan data. Model ini mencapai akurasi keseluruhan sebesar 83%. Kinerja model cukup baik pada kelas 0 dan 1 dengan precision dan recall yang tinggi, namun kurang optimal pada kelas 2. Nilai macro average dan weighted average mengindikasikan kinerja model secara keseluruhan yang cukup seimbang.

3.2 Hasil Model DenseNet201

[image: ]
Gambar 6. Kecepatan epoch DenseNet201.

Model DenseNet201 memiliki performa kecepatan epoch rata-rata di 2 detik dan 343ms/step menurut gambar 6.
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Gambar 7. Classification report DenseNet201.

[bookmark: _Hlk185602910]Pada model DenseNet201, gambar 7 menunjukkan performa lebih baik dengan akurasi pelatihan. Selain itu, validasi mencapai lebih dari 90% secara konsisten setelah sekitar 10 epoch. Loss untuk pelatihan dan validasi juga menurun lebih stabil, dengan nilai loss validasi yang tetap rendah hingga akhir, menunjukkan bahwa model ini memiliki generalisasi yang lebih baik tanpa tanda overfitting yang jelas.

Tabel 2. Classification report DenseNet201
	 
	precision
	recall
	f1-score
	support

	0
	0,94
	1,00
	0,97
	15

	1
	1,00
	1,00
	1,00
	13

	2
	1,00
	0,88
	0,93
	8

	
	
	
	
	

	accuracy
	0,97
	36

	macro avg
	0,98
	0,96
	0,97
	36

	weighted avg
	0,97
	0,97
	0,97
	36



Berdasarkan tabel 2, Classification report DenseNet201 menunjukkan kinerja yang lebih baik dibandingkan DenseNet121. Model ini mencapai akurasi keseluruhan sebesar 97%. Kinerja model sangat baik pada semua kelas, dengan precision dan recall yang mendekati sempurna. Nilai macro average dan weighted average yang tinggi juga mengkonfirmasi keunggulan model ini.

5. Kesimpulan
Setelah hasil penelitian dianalisa, diperoleh kesimpulan bahwa kedua model Convolutional Neural Network (CNN), yaitu DenseNet121 dan DenseNet201, memiliki keunggulan dan kekurangan masing-masing dalam mendeteksi penyakit daun padi.
Dalam hal kecepatan, tentu DenseNet121 lebih cepat daripada DenseNet201. Karena layer yang dimiliki DenseNet121 jauh lebih sedikit. Terbukti dari epoch kedua model, DenseNet121 selesai lebih dahulu.
Berdasarkan grafik, DenseNet201 menunjukkan performa yang lebih baik dibandingkan DenseNet121, dengan akurasi pelatihan dan validasi yang lebih tinggi (di atas 90%) serta loss validasi yang lebih stabil dan rendah hingga akhir epoch, mengindikasikan kemampuan generalisasi yang lebih baik. Sebaliknya, DenseNet121 menunjukkan sedikit fluktuasi pada akurasi validasi dan tanda overfitting di akhir epoch, terlihat dari peningkatan loss validasi.
Classification Report DenseNet201 menunjukkan performa yang lebih unggul dibandingkan DenseNet121. Dengan akurasi keseluruhan mencapai 97% dan skor rata-rata F1 (macro avg) sebesar 0.97, jauh lebih tinggi daripada DenseNet121 yang hanya memiliki akurasi 86% dan F1-score rata-rata 0.82.
Berdasarkan hasil tersebut, dapat disimpulkan bahwa pemilihan model CNN untuk mendeteksi penyakit daun padi sebaiknya disesuaikan dengan kebutuhan. Jika prioritas utama adalah kecepatan proses dan efisiensi, DenseNet121 dapat menjadi pilihan yang tepat.
 Namun, jika akurasi tinggi dan kemampuan generalisasi yang lebih baik menjadi fokus utama, DenseNet201 lebih unggul meskipun membutuhkan waktu pelatihan yang lebih lama. Dengan demikian, DenseNet201 lebih direkomendasikan untuk tugas-tugas yang membutuhkan hasil yang lebih andal dan presisi tinggi dalam deteksi penyakit daun padi.
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